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Povzetek

Pri poslovanju z denarjem imamo opraviti z veliko različnimi dejavniki, predvsem ko nimamo lastnih sredstev za izpeljavo določenega cilja in smo si primorani poiskati finančno pomoč drugje. Banke se pred posojilom, ki ga odobrijo, o zanesljivosti in zmožnosti stranke, da posojilo vrne v predpisanem roku, prepričajo z mnogimi dejavniki. V Sloveniji je eden glavnih dejavnikov za pridobitev posojil željena višina  posojila in prilivi in odlivi denarja na računu stranke. Uporaba inteligentnih sistemov je uspešno preizkušena že na mnogih področjih kjer se inteligentni sistemi že dokaj zanesljivo uporabljajo in  pomagajo pri zapletenih odločitvah, ki potrebujejo nekaj človeške intuicije [1]. Želeli smo preizkusiti odločanje inteligentnega sistema v bančništvu pri odobritvah posojil. Odločili smo se za uporabo odločitvenih dreves, ki se na primerih že izvršenih odločitev - učne množice, zmožne predvidevati v prihodnje. Pri tem smo se zgledovali tudi po kriterijih odobritve posojil  v  tujih bankah – Nemčija, Anglija, Japonska in ZDA. Dobljeni rezultati nakazujejo možnost uspešne uporabe inteligentnih sistemov v bankah in ostalih finančnih ustanovah ter bi lahko bili v veliko pomoč uslužbencem za izdajo posojil pri njihovih odločitvah. Nadalje bi se lahko podobni sistemi  prenesli tudi v svet zavarovalništva.  Rezultati, ki smo jih dobili, kažejo na visoko stopnjo zanesljivosti v pravilnost odločitev. V prvem primeru, ko smo podatke naključno generirali v celoti sami (testno in učno množico), smo dobili presenetljivo dobre rezultate kljub dejstvu, da smo se morebiti zmotili o pravilnosti nekaterih naših odločitev nad generiranimi podatki. Če bi imeli na razpolago resnične podatke v dovolj velikih količinah, bi bil ta odstotek zanesljivo višji.

Summary

THE CREDIT – YES OR NO – USE OF INTELIGENT SYSTEM IN A BANK ENVIROMENT

When dealing with money one has to count in many different aspects and facts. How and when to use financial aid is always a problem which has many solutioins. One of the solutions represent money loans. Banks offer money loans in such situations but before they approve a loan they check out many of costumers attributes. In Slovenia there are different atributes that have an important influence on getting a money loan. The most important are the current amount of money on bank account, the amount of requested loan, incomes, outcomes, credits that are already approved and must be payed off by customer. The use of inteligent systems was successfully tested and used in many different areas and was very successful in acomplishing accurate complicated decisions which would otherwise request human knowledge and intuition. We want to use an inteligent system in decision making that would help bank to approve the money loan to a customer based on his/her attributes. Decision trees base their knowledge on previously made decisions and can then predict the decision for some new imput data. We considered the atributes that are important in foreing banks also, like real estate owned by costumer, money purpose and in Japan even sex of a customers. We made two different test sets. In one we represent the attributes that are important in Slovenia and in other we consider the attributes that are used in forgein contries. The results, that we got, showed us very high level of accuracy for decisions made by decision trees. In first case when we used all of the attribute values which were made artificially, the decisions against randomly made test set were extremely good.  We belive that if we would have exact and real values about the money loans provided by banks,  the results would be even better. 

1. UVOD

Posojila predstavljajo za stranke način pridobivanja raznovrstnih dobrin, za katere sicer nimamo dovolj sredstev, kot tudi način zaslužka za banke. Banke izposojajo denar in ta dejavnost jim predstavlja dokajšen vir dohodka. Vendar pa se pred vsako posamezno odobritvijo posojila banke o zmožnosti vrnitve denarja stranke o tem prepričajo z več dejavniki. 

Banka se glede na dejavnike, ki si jih postavi, potem odloči ali je smotrno odobriti posojilo, na kakšen način in pod kakšnimi pogoji, ali pa ga tudi ne odobri. Banke v Sloveniji poznajo več načinov izposojevanja denarja. Poznajo več vrst posojil, tako imenovana kratkoročna posojila, dolgoročna posojila, stanovanjska posojila, itd. Pri vseh vrstah posojil so seveda najpomembnejše obresti, saj te banki predstavljajo zaslužek, višina le-teh pa vrsto posojila. 

V Sloveniji na možnosti izposoje vpliva več dejavnikov. Banke razdelijo stranke v več razredov, glede na višino mesečnega dohodka. Potem vzamejo podatke o ostalih morebitnih odlivih, kot na primer že najeta posojila, odplačevanje kakšnih drugih dolgov, in na podlagi tega izračunajo, koliko še lahko stranko mesečno obremenijo pri morebitni odobritvi posojila. Po tem kriteriju potem določijo, če in koliko posojila lahko stranka dobi.

Vendar pa poleg tega upoštevajo še druge dejavnike. Take olajševalne okoliščine predstavljajo tako imenovani stanovanjski krediti, ki strankam v zakonskem stanu nudijo večjo posojilo in nižje obresti. Po drugi strani pa imajo banke na razpolago tudi bremenilne okoliščine, ki lahko negativno vplivajo na strankino zahtevo. Tako lahko  imajo svoj seznam podjetij, ki so razvrščena po uspešnosti poslovanja z njimi in  so tam  zaposlene stranke, ki si v banki želijo izposoditi denar.  Seveda predstavlja pomemben dejavnik tudi delovna doba (čas trajanja zaposlitve) stranke in zagotovljenost delovnega razmerja v prihodnosti. V tujini poleg tega upoštevajo še nekatere druge atribute. Banke v tujini posojajo denar tudi ljudem, ki imajo le določen čas zaposlitve, če seveda imajo dovolj veliko lastnino v obliki nepremičnin, ki jih lahko banka zaseže v primeru, če stranka ni več zmožna finančno odplačevati svojega dolga. Na Japonskem predstavlja pomemben dejavnik tudi spol, kar pa so posledice njihovega načina življenja in vrednot. Zamislili in tudi preizkusili smo inteligentni sistem – že prej omenjeno odločitveno drevo, najprej na izmišljenem vzorcu, ki bi ustrezal večini dejavnikov, ki jih upoštevajo banke po svetu in kasneje še na učni množici, ki so jih preverili in določili na Mariborski banki. V prvem primeru smo se zgledovali predvsem po nekem splošnem merilu, ki velja tako za naše, kot tudi za banke v ZDA, Nemčiji, Japonski in Angliji.

Preizkusili smo eksprimentalni vzorec odobritve posojil v poskusnem bančnem sistemu. Izmislili smo si množico kandidatov, ki so si želeli posojila,  vsak od teh pa je imel različne dejavnike, na podlagi katerih se je namišljena  banka odločila, ali posojilo odobri, ponudi neko vmesno rešitev ali pač ne odobri kredita.    

V članku smo se lotili problema po dosedaj še nepreizkušenem načinu reševanja, kar predstavlja novost v finančnih, posebej pa v bančnih sistemih. Sistem se lahko hitro in učinkovito prilagaja novo nastalim potrebam in spremembam, ter se lahko preuredi, da ustreza tudi na drugih finančnih sistemih, na primer, problem zavarovalništva. V nadeljevanju članka bomo najprej na kratko predstavili odločitvena drevesa, potem pa malo bolj podrobno dosežene rezultate in njihove posledice.

2. ODLOČITVENA DREVESA

Odločitvena drevesa [1] spadajo v širši razred metod induktivnega učenja, ki je podmnožica avtomatskega učenja iz rešenih primerov. Učenje z indukcijo je način učenja s pomočjo množice primerov, ki so opisani z vhodi in izhodi. Cilj je najti hipotezo, ki temelji na učnih primerih in je sposobna uspešno predvideti izhode še nerešenih primerov. Njihov pristop je hkrati enostaven in učinkovit, predvsem pa je uporaben, ker skupaj z odločitvijo poda tudi popolno obrazložitev poti (sprehod po posameznih vejah odločitvenega drevesa), po kateri pridemo do ponujene odločitve.

Reševanja se s pomočjo odločitvenih dreves lotimo tako, da pripravimo množico rešenih primerov. Množico razdelimo na učno, s pomočjo katere bomo gradili odločitveno drevo, in testno, s pomočjo katere bomo preverjali zanesljivost zgrajenega drevesa. Najprej določimo množico atributov, ki opisujejo posamezen primer (vhodni podatki) in izberemo en odločitveni atribut, ki predstavlja rešitev zastavljene naloge (izhodni podatek). Vsem atributom nato določimo razrede možnih vrednosti. Pri atributih z diskretnimi vrednostmi predstavlja vsaka diskretna vrednost svoj razred, pri atributih z numeričnimi vrednostmi pa razrede določimo po intervalih. Pri gradnji drevesa lahko vsak atribut predstavlja eno notranje vozlišče drevesa, ki ga imenujemo tudi atributno vozlišče (slika 1). Takšno atributno vozlišče ima natančno toliko vej, kot ima atribut različnih vrednostnih razredov. Listi drevesa pa predstavljajo odločitve in so eden izmed vrednostnih razredov odločitvenega atributa (slika 1). Ko iščemo rešitev za nek nov, še nerešen primer, začnemo v korenu drevesa in se v vsakem atributnem vozlišču odločimo za vejo glede na vrednost pripadajočega atributa v nerešenem primeru, vse dokler ne pridemo do lista in s tem do predlagane rešitve. Primer odločitvenega drevesa vidimo na sliki 1.

V algoritmu se gradnje dreves lotimo na osnovi statističnega izračuna informacijskega prispevka posameznega atributa. Na ta način najprej izberemo tisti atribut, ki prinese največ informacije o odločitvi nad testno množico, nato statistično najboljšega med preostalimi, itd. Kriterij zaustavitve gradnje drevesa nam določa toleranca v posameznem atributnem vozlišču (toleranca 0% tako predstavlja popolno ujemanje s testnimi objekti). Omeniti moramo še kleščenje drevesa nad testno množico, ki predstavlja rezanje tistih vej drevesa, ki za testno množico ne prinesejo dodatnega izboljšanja glede na njihovo korensko vozlišče.




Slika 1. Primer odločitvenega drevesa.

Podobno kot pri prejšnjem primeru na sliki 1, so pri našem sistemu, seznam atributov, pač informacije pomembne pri dodeljevanju posojila in si jih bomo sedaj podrobno pogledali.

3. DOLOČITEV ATRIBUTOV IN OPIS UČNE MNOŽICE

Pri našem vzorcu smo se omejili na naslednje atribute (dejavnike), ki naj bi vplivali na odobritev posojila.

3.1. Primer 1

Pri prvem primeru smo upoštevali dejavnike, ki v veliki meri vplivajo na odobritev posojila pri nas v Sloveniji, kot tudi nekatere izmed dejavnikov, ki jih upoštevajo tuje banke. Opis atributov je prikazan v naslednji tabeli:

Spol
Zakonski

Stan
Zaposli-tev
Mesečni

Prilivi
Mesečni

odlivi
Stanje na računu
Nepre-mičnine
Namen

Posojila

M-moški
D-poročen
N-nedoločen čas
N-nizek
N-nizek
P-presega priliv
N-nima
A-Avtom-obil

Z-ženska
N-neporočen
A-obdobje do 1 leta
S-srednji
S-srednji
N-ne presega
A-nizke
S-Stano-vanje

-
-
B-obdobje med 1 in 3 
V-visoki
V-visoki
-
B-srednje
I-Izobra-ževanje

-
-
C-obdobje med 3 in 5
-
-
-
C-visoke
O-ostalo

Višina posojila, ki ga zaprosi stranka
Število mesecev odplačevanja

(v kolikem času želi stranka odplačati dolg)

A- do 500.000 SIT
A- 6 mesecev

B - od 500.000 do 1.000.000 SIT
B- 12 mesecev

C- od 1.000.000 do 3.000.000 SIT
C- od 12 do 36 mesecev

D- od 3.000.000 SIT naprej
D- nad 36 mesev 

Tabela 1. Opis atributov, ki nastopijo v odločitvenem drevesu

Tukaj sledi malo bolj podroben opis atributov, navedenih v tabeli.

a) Zakonski stan: lahko predstavlja olajševalno okoliščino pri določenih posojilih;

b) Zaposlitev: najpomembnejši dejavnik pri posojilih;

c) Mesečni prilivi: predstavljajo mesečni vir zaslužka;

d) Mesečni odlivi: posojila, ki so že odobrena;

e) Stanje na računu: trenutno stanje na računu;

f) Nepremičnine: dejavnik, ki omogoča, da posojilo dobijo tudi osebe, ki nimajo nedoločenega časa zaposlitve;

g) Višina posojila: predstavlja višino zneska, za katerega je zaprosil posameznik;

h) Število mesecev: predstavlja rok, v katerem posameznik želi vrniti denar;

Odločitev, ki jo generira naš sistem, odločitveno drevo nam predstavlja:

· Da – posojilo je odobreno

· Ne – posojilo ni odobreno

· A – posojilo ni odobreno, vendar lahko stranka dobi posojilo v višini zneska A

· B – posojilo ni odobreno, vendar lahko stranka dobi posojilo v višini zneska B 

· C - posojilo ni odobreno, vendar lahko stranka dobi posojilo v višini zneska C

Izmislili smo si množico 150 kandidatov, ki bi naj zaprosili za posojilo. Ti podatki predstavljajo našo učno in testno množico. Razdelili smo jih na dva dela: 

· 2/3 kandidatov predstavlja učne objekte, nad katerimi se je drevo učilo

· 1/3 kandidatov predstavlja učne objekte, nad katerim smo naučeno drevo testirali

V prvi prilogi je predstavljen del učne množice za prvi primer.

Nad učno množico smo uporabili odločitveno drevo, ki je bilo zasnovano in implementirano v Laboratoriju za načrtovanje sistemov [3].

3.2. Primer 2

V drugem primeru smo upoštevali le dejavnike, ki v veliki meri vplivajo na odobritev posojila v naših bankah. Vseh podatkov nismo diskretizirali, ampak smo uporabili približne numerične vrednosti. Odločitve za podatke, ki smo si jih izmislili, so nam ocenili na eni izmed bank v Ljubljani (uslužbenec mariborske banke).Kot v prvem primeru smo tudi tu pripravili tabelo atributov, ki je malenkost drugačna od prve.

Spol
Zakonski

Stan
Zaposlitev
Mesečni

Prilivi
Mesečni

odlivi
Stanje na računu

M-moški
D-poročen
N-nedoločen čas
N-nizek
N-nizek
P-presega priliv

Z-ženska
N-neporočen
A-obdobje do 1 leta
S-srednji
S-srednji
N-ne presega

-
-
B-obdobje med 1 in 3 
V-visoki
V-visoki
-

-
-
C-obdobje med 3 in 5
-
-
-

Učna množica je tokrat vsebovala samo 50 kandidatov. Prvi del je predstavljal učne objekte (40 kandidatov), drugi del (10 kandidatov) pa objekte, nad katerimi smo naučeno drevo preizkusili. Prav tako, kot v prvem primeru smo uporabili isto odločitveno drevo, ki je bilo zasnovano in implementirano v Laboratoriju za načrtovanje sistemov.

4. REZULTATI
Tukaj sledi opis pridobljenih rezultatov v obeh primerih in njihov grafični prikaz (rešenih odločitvenih dreves).
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Slika 2. Odločitveno drevo, ki ga je generiral program na podlagi eksprimentalnega vzorca učne množice 1.

Rezultati, ki smo jih dobili na podlagi prvega vzorca:

Učenje drevesa (rezultati napisani spodaj so neposredni izpis iz programa in so kot taki v angleškem jeziku):

“Predicting score for solution 2:

  Correct Ne: 28/32 (87.500000).
//rešitve po kategorijah
/

  Correct Da: 37/49 (75.510204).


  Correct A: 9/9 (100.000000).


  Correct B: 9/9 (100.000000).


  Correct C: 5/5 (100.000000).


  Unable to decide: 0.


//število

  Wrong alltogether: 16.

//število napak 

  Tree consists of 16 nodes.

//število vozlišč v drevesu

  accuracy=84.615385“

//natančnost predvidevanja!

Testiranje drevesa:

“Predicting score for solution 2:

  Correct Ne: 10/20 (50.000000).

  Correct Da: 10/16 (62.500000).

  Correct A: 3/5 (60.000000).

  Correct B: 3/6 (50.000000).

  Correct C: 3/3 (100.000000).

  Unable to decide: 0.

  Wrong alltogether: 21.

  Tree consists of 16 nodes.

  accuracy=58.000000”

Rezultati, ki smo jih dobili v prvem primeru kažejo na to, da se je drevo  bilo sposobno naučiti in pravilno odločati v 84,6% primerih. Rezultat glede na podan primer ni dovolj zanesljiv, saj pomeni, da je 15% vseh posojil bilo napačno dodeljenih,  česar si seveda ne želimo in lahko predstavlja banki kar precejšno izgubo. Vzrok je v namišljenih podatkih, ki smo jih ocenjevali po lastnih merilih in pri tem nevede naredili nekaj protislovnih (kontradiktornih) odločitev, kar še bolj potrjujejo rezultati na testnih podatkih, ki so bili pravilno ocenjeni le v 58% primerov. Vzroke za takšne rezultate gre iskati zgolj v naših lastno postavljenih učnih objektih ter nepreverjenih podatkih na kateri izmed bank. V drugem primeru, kjer so bili ti podatki preverjeni, je dobilo drevo odločno boljše rezultate.

Rezultati, ki smo jih dobili na podlagi drugega vzorca:

V drugem primeru so rezultati dosti bolj vzpodbudni, saj se je drevo pri učenju bilo sposobno pravilno odločiti v 95% primerih, kar je že dokaj zanesljivo, na testnih podatkih pa celo 100% zanesljivo. Vzrok gre iskati predvsem v konsistentnosti podatkov, saj so nam odločitve ocenili na eni eni izmed bank, kar potrjujejo tudi zelo dobri rezultati odločitev generiranega drevesa. 
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Slika 3. Odločitveno drevo, ki ga je generiral program na podlagi vzorca učne množice 2.

5. ZAKLJUČEK

Izkazalo se je, da se je drevo obneslo bolje na drugem primeru, kar je posledica manjšega števila dejavnikov in dejstva, da so nam odločitve za učno množico ocenili na eni izmed bank v Ljubljani (Mariborska banka). Pri prvem primeru smo si tako podatke kot odločitve izmislili sami na preizkusnem vzorcu namišljene banke, medtem, ko so podatki iz drugega primera bolj realni in tudi bolj pravilno ocenjeni. Vendar smo tudi z rezultati v prvem primeru lahko zadovoljni, saj se je izkazalo, da se je drevo znalo pravilno odločiti  kar v 84,6% primerih. Z različnimi vzorci nad katerimi smo uporabljali naš inteligentni sistem smo želeli prikazati, da si dejavnike za odobritev posojil lahko prilagodi uporabnik  sam v skladu s svojimi pravili in potrebami. Pri našem delu smo naredili le eksperiment, kako bi se inteligentni sistem – odločitveno drevo - obnašalo v primeru banke, ki bi imela kriterije za odobritev posojil zasnovane tako, kot smo si jih zamislili in implementirali mi. Kot se je izkazalo, se je drevo znalo odločati  zelo zanesljivo, predvsem v drugem primeru, kjer so podatki bili bolj konsistentni. Za pomoč pri članku se najlepše zahvaljujemo sodelavcu Mariborske banke gospodu Raušl Tomaž, ki nam je ocenil atribute in na podlagi le teh podal ustrezne rešitve. Nadaljne študije in natančnejši ter preverjeni podatki bi nam omogočili posredovati bolj natančne rešitve za ustrezne modele bank in predlagati morebitne nove metode za izboljšave obstoječih inteligentnih sistemov ter rezultatov. 
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