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Povzetek

Nevronske mreže se počasi, a nezadržno uveljavljajo na številnih področjih, med drugim tudi v ekonomiji. Njihova uporaba omogoča nov pristop k zapletenim problemom. Zaradi neizražene potrebe po specifikaciji odločitvene funkcije in samodejne aproksimacije te funkcije na osnovi nabora učnih primerov, so uporabne v problemih z nejasnimi, nekonsistentnimi ali delno nepoznanimi matematičnimi preslikavami in za obravnavo nepopolnih vhodnih podatkov. Zato imajo veliko vrednost predvsem v aplikacijah poslovnih odločitev.[7]

Abstract

Neural networks

The neural networks are slowly yet steadily acquiring their position in many spheres, among others also in economy. Their use enables a new approach to complex problems. Due to the unexpressed need for the specification of the decisional function and the self-approximation of that function on the basis of several case studies, they can be used in dealing with problems with unclear, inconsistent or partially unknown mathematical reflections and for incomplete enter data. Therefore, their greatest value lies in the field of the business strategy applications.

1. Uvod

Inteligentni sistemi se odločajo na podlagi informacij iz preteklosti in se uporabljajo pri reševanju poslovnih problemov. Avtomatizirajo odločitvene postopke, ki so razumljivi ali pa tudi ne, odkrivajo nove relacije med različnimi podatki, ki nam niso znane. Znajo kreirati model s »česanjem« skozi tisoče preteklih poslovnih transakcij. Zaradi spreminjanja poslovnih procesov morajo biti sposobni nenehnega prilagajanja. Njihov cilj je pravilno napovedati določen pojav s čim večjo verjetnostjo.

2. Nevronske mreže

Nevronske mreže so ime dobile po nevronih, ki so možganske celice. Le te so organizirane v skupine-mreže, od katerih vsaka vsebuje nekaj tisoč celic. Pomembna lastnost takšnih nevronskih mrež je njihova zmožnost učenja in ohranjanja informacij. Vsak nevron vsebuje jedro, dendrite in akson. Dendriti delujejo kot vhodi v celico, akson pa pošilja signale iz nje. Med celicami se nahajajo sinapse, ki imajo vlogo povezovalca med aksoni in dendriti, poleg tega pa lahko določajo jakost signala med izhodom in vhodom v naslednjo celico. Nevronske mreže spominjajo na možgane vsaj z dveh pogledov: znanje si pridobivajo s procesom učenja, za shranjevanje znanja pa se uporabljajo mednevronske povezave oz. sinaptične uteži. NM lahko naučimo, da opravlja določeno funkcijo s spreminjanjem vrednosti povezav oz. uteži med elementi.

2.1 Model nevrona


Slika 1: Model nevrona

2.2 Matematični model nevrona:
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kjer je

·  j- primarne spremenljivke oz vhodi, ki lahko imajo digitalne ali analogne vrednosti ( j = 1…n). Vsak vhod odgovarja posameznemu atributu. Vrednosti atributov, ki vstopajo v mrežo, so lahko izključno numerične. V primeru drugih podatkovnih tipov, kakršni so besedilo, zvok ali slika, je potrebna predhodna pretvorba – formatiranje. To pomeni, da atribute, kot so recimo barve, kodiramo po nekem pravilu, na primer rdeča=0.2, modra=0.4, zelena=0.6.

·   - posebna izhodna oz. akcijska funkcija
· - uteži vhodnih spremenljivk ( j = 1…n ) Uteži so ključni element umetne nevronske mreže. Pripadajo povezavi in izražajo moč podatka, ki prehaja preko te povezave iz enega na drug nivo.Uteži so bistvene zato, ker se nevronska mreža uči skozi postopek njihovega prilagajanja. Postavljanje uteži različnih faktorjev vodi do ustrezne klasifikacije in s tem do sprejemanja odločitev.

·  - izhod nevrona, ki je rešitev problema. Ker je izražen kot število na določenem intervalu, ga je potrebno pretvoriti v kvalitativno ali razumljivejšo kvantitativno vrednost (na primer 0 v »zavrni kredit« in 1 v »odobri kredit«). Izhodni nivo mora imeti toliko nevronov, kolikor je možnih odločitev – razredov vhodnih objektov.

· P- pragovna vrednost ali prag elementa, ki je posebna vrednost, glede na katero se ravna izhod po zmnožku vhodov z utežmi.  
2.3 Umetna nevronska mreža

Umetni nevron obdela vhode in jih posreduje skozi en sam izhod, ki je s sinapsami vezan na druge nevrone. Nastane povezana mrežna struktura, sestavljena iz nivojev ali plasti. En nivo je vedno vhoden in skrbi za vstopanje informacij v model, en je izhoden in posreduje rezultate delovanja mreže, ostali nivoji pa so skriti. Slednji omogočajo klasifikacijo objektov, ki niso linearno ločljivi. Zato lahko nevronska mreža z vsaj enim vmesnim nivojem aproksimira katerokoli linearno ali nelinearno matematično funkcijo.[8]
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Slika 2: Trinivojska nevronska mreža

2.4 Učenje nevronske mreže

Nevronska mreža potrebuje učne in testne podatke. Učni oz. zgodovinski podatki so tisti, na katerih se uči in na podlagi katerih razporeja uteži, da se približa čim boljšemu izhodu. Nevronska mreža na osnovi vhodnih podatkov postavi uteži na povezavah, ki se primerjajo s pragom nevrona. Postavitev uteži v naslednjem nivoju je odvisna od odločitve posameznih nevronov v prejšnjem nivoju. Na ta način pride do končne odločitve na izhodu, kjer se dobljeni rezultat primerja s predvidenim iz učnega modela. Če je rešitev znotraj predvidene tolerance, bo mreža shranila razporeditev uteži in pragov kot ustrezno, v nasprotnem primeru pa se bo »trening« ponavljal, dokler ne bo dosežen želeni rezultat. To pa je lahko tudi več 1000-krat[6]. 

2.5 Razvoj nevronske mreže


Slika 3: Razvoj nevronske mreže

2.6 Prednosti in slabosti nevronskih mrež

Sposobne so reševati probleme, ki jih matematično težko izrazimo, hkrati pa z analiziranjem velike količine podatkov poiščejo vzorce, relacije in lastnosti objektov v slabo strukturiranih problemskih situacijah, v katerih pravila niso poznana. Same oblikujejo predstavitve informacij, se prilagajajo zahtevam okolja in z učenjem izboljšujejo delovanje, prav tako same zgradijo model. Lahko aproksimirajo katerokoli nelinearno realno funkcijo z vsaj enim skritim nivojem. Poleg tega pa so strpne do napak, saj lahko obdelujejo nepopolne ali nepravilne podatke, tudi takšne, ki jih še ne poznajo[1].

Njihova največja slabost je nezmožnost obrazložitve sprejete odločitve, saj delujejo kot črna škatla. Zato se na izhode odločitvenih sistemov, katerih modeli so zgrajeni z nevronskimi mrežami, ne smemo zatrdno zanašati, temveč jih upoštevamo zgolj kot nasvete. Imajo dolg čas učenja, ker učni algoritem izvaja veliko ponovitev in nenehno prilagaja uteži.

2.7 Uporaba nevronskih mrež v ekonomiji

2.7.1 Odobravanje kreditov

V bankah se zaenkrat še ne uporabljajo metode za odobravanje kreditov, so pa v fazi nastajanja. Težko je namreč delati z velikim odstotkom karakternih parametrov ljudi, ki so prisotni. Po vsej verjetnosti bodo v bankah uporabljali kombinacijo dveh ali treh metod, so pa že gradili modele za pomoč pri odločanju z različnimi učnimi metodami. Uporabili so metode nevronskih mrež, pravil, odločitvenih dreves, razvrščanje v skupine… pri metodi nevronskih mrež je bil izhod oz razred »plačnik« ali »neplačnik«, vhodi pa podatki o komitentih in njihovem finančnem stanju. Nevronske mreže so v povprečju pravilno razvrstile komitente s 75,9 odstotka[2].

2.7.2 Predikcija vrednosti delnic

Na razpolago imamo časovne vrste vrednosti delnice na določen dan. Določiti moramo število vhodov in izhodov, število plasti in nevronov ter transformacijske funkcije. Za število vhodov se ponuja število pet, ker ima teden pet dni in se dinamika sistema ponavlja vsak teden. Vhod pa je nekoliko predelana časovna vrsta vrednosti delnice na dan. S pomočjo nevronske mreže so dobljeni rezultati predikcije dokaj uspešni. Lahko se izračuna vrednost delnice do okoli pet dni vnaprej. Predikcija za več kot pet dni vnaprej pa je odvisna od uspešnosti načrtovanja nevronske mreže. V primeru uspešnega načrtovanja se lahko dobi predikcijo tudi do petdeset dni vnaprej. Slovenski finančni trg je neučinkovit zaradi svoje majhnosti. Posledica majhnega trga so transakcije, ki lahko bistveno vplivajo na ceno naložb. To povzroča odstopanje tržne od notranje vrednosti vrednostnih papirjev. Tovrstne spremembe so navadno naključnega izvora in se jih mreža ne zmore naučiti. Rezultat je slaba predikcija. Boljše rezultate bi dobili s krajšim vzorčnim časom (krajši kot en dan).                                                                                                                                                                                                                                                                                                                        

2.7.3 Uporaba na drugih področjih ekonomije

Nevronske mreže se najbolje obnesejo v aplikacijah poslovnih problemov, kakršne so odobravanje bančnih kreditov, napovedovanje bankrota, svetovanje pri nakupu in prodaji delnic, predvidevanje obnašanja tržišča-povpraševanja po izdelkih in storitvah, analiza kupcev, analiza zalog, nadzor strojev v tovarni, upravljanje tveganja, napovedovanje bankrota…                              

3. zaključek

Uspešnost nevronskih mrež je že v osnovi odvisna od same zahtevnosti problema, arhitekture mreže in njenega učenja. Pomemben dejavnik uspešnosti mreže je zagotovitev pravilne učne množice, ki zajema opredelitev njene velikosti, izbiro vhodno-izhodnih parov in njeno predstavitev mreži.

Uspešno se spopadajo z manjkajočimi vrednostmi in nasprotujočimi informacijami ter se bolje obnesejo od drugih odločitvenih metod, kadar so relacije nelinearne. Poleg genetskih algoritmov se najbolje učijo, so zelo fleksibilne in prilagodljive, vendar pa odločitev ni možno razložiti, zato jih upoštevamo bolj kot nasvete.
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